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NLPが突如、加速器のような大規模サイエンスに 2
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モデル
の性能

API経由で
のみ利用
可能

＞ 非公開 

＞公開

我々は
このあ
たりに
いた

Holistic Evaluation of Language Models(HELM)
https://crfm.stanford.edu/helm/latest/

Liang+. 2022. “Holistic Evaluation of Language Models.” arXiv. 
http://arxiv.org/abs/2211.0911

BigScience: A One-Year Workshop on Large Language Models for Research
https://bigscience.huggingface.co/

https://LifeArchitect.ai/models

例：ChatGPT

例：BLOOM

https://crfm.stanford.edu/helm/latest/
https://bigscience.huggingface.co/
https://lifearchitect.ai/models
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バイアスとは，モデルのふるまいとしては合理的
だが、モデルには期待されていない出力

言語モデルにおける「バイアス」 2
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言語モデルは与えられた学習データについて合理的
にふるまうよう最適化される

バイアスには２種類ある
i. ショートカット
ii. 社会バイアス

どう違うか、次に見て行く



ショートカット学習
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自然言語推論におけるショートカットの例

6Suchin Gururangan, Swabha Swayamdipta, Omer Levy, Roy Schwartz, Samuel Bowman, and Noah A. Smith. 2018. Annotation Artifacts 
in Natural Language Inference Data. NAACL-HTL. https://aclanthology.org/N18-2017
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仮説

前提

ラベル

A woman selling bamboo sticks talking to two men on a loading dock

There are at least three people on a loading dock

自然言語推論: ２つの文の間の論理的な関係を推論する

（「前提」から「仮説」が導かれるか？）

含意 どちらでもない 矛盾

https://aclanthology.org/N18-2017


自然言語推論におけるショートカットの例
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仮説

前提 A woman selling bamboo sticks talking to two men on a loading dock

There are at least three people on a loading dock 含意

どちらでもない

矛盾

A woman is selling bamboo sticks to help provide for her family

A woman is not taking money for any of her sticks

クラウドワーカー
が作問するときは
３つの例を同時に
作る

Suchin Gururangan, Swabha Swayamdipta, Omer Levy, Roy Schwartz, Samuel Bowman, and Noah A. Smith. 2018. Annotation Artifacts 
in Natural Language Inference Data. NAACL-HTL. https://aclanthology.org/N18-2017

アノテーターの典型的な戦略
• 含意：詳細を省く
• どちらでもない：節を追加
• 矛盾：否定する

これによってモデルは
「前提」を見なくても
「仮説」だけでラベルの
予測ができるようになる

つまり，モデルは文の意
味ではなく，アノテー
ターの書換えルールを学
習している

https://aclanthology.org/N18-2017


ショートカットの問題

8

人間の作問能力の限界

未知の問題にも回答できるという
「汎化性能」が低下する

問題の中の意図しない「バイアス」
をモデルが学習してしまう
（タスクへの過剰適合）
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役に立たない
「特徴」

頑健でない
「特徴」

訓練データと分
布が同じデータ
に対して高性能

頑健な
「特徴」

外部データや敵
対的サンプルに
対して頑健

Cited from Figure 1 in Du et al. 2022. “Shortcut Learning of 
Large Language Models in Natural Language Understanding: A 
Survey.” arXiv [cs.CL]. arXiv. http://arxiv.org/abs/2208.11857. 

モデルはタスクで
はなくデータセッ
トを学習している

「特徴」には
３種類ある
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さあどうぞ、
好きなカードをひいてください！

この、とって下さいといわんばかりのカードは、いかにもババにみえるから、
たぶん多くの人はとらないだろうという裏をかいて、大丈夫なカードである可
能性は高いが、しかし万が一ということもあるし、そうすると、もしそういう
トリックを仕掛けるとして、ババは目立つカードの近くにある可能性が高いと
思ってよいだろうか、現に自分だったらはじっこにババはおかない気がするけ
ど、そこまでよんだ上での罠ということもあるか、ということは、上に飛び出
てるカードを避けようとした人がどのカードを引きやすいと相手が思ってるか
を予測する作戦をたててるのがよさそうで、そのためには、まずカードをババ
とそれ以外の２種類に分類してみて、それでカードが飛び出ていない状態での
選択確率を知っておく必要があるけど、どうやって確率を割り当てようか、お
や、カードの重なり順からしてカードを１枚上に持ち上げるだけでなく他の操
作も加えられているようだけど、これはカードを２：３に分けて左右の場所を
交代？ いや１：４？ もしかして相手はそもそもババを持っていないことも
ありえるし、単なる意地悪なのか？ この顔は何も考えてないかもしれない...



さあどうぞ、
好きなカードをひいてください！
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縁がギザギザ
している

縁がきれい

よくみると１枚だ
けきれいなカード
がある。もしかし
たらソリティアば
かりやっていて
ジョーカーは使っ
ていなかったのか
もしれない。そう
すると怪しいのは
仲間はずれのきれ
いなカードだにち
がいない。



ババ抜きデータセットとバイアスへの対応 2
0

2
3

/7
/2

6
教
育
機
関

D
X
シ
ン
ポ

11

敵対的サンプル

典型的な状況

学習に使ったデータ 未知の外部データ

難しいサブセット 敵対的サンプル追加 バイアス除去



モデルの訓練方法を変更してバイアスに対応

•バイアスが学習されやす
いことを利用して，バイ
アスされた弱いモデルを
意図的に構築

•それを使ってサンプルの
バイアスを予測（𝑝𝑏）

•学習の目的関数として使
われるロスの値にペナル
ティ（debiasing loss）を
与えて，バイアスの学習
を回避する

2
0

2
3

/7
/2

6
教
育
機
関

D
X
シ
ン
ポ

12

Sample Reweighting (Schuster et al., 2019) 

Product of Experts (Hinton, 2002)

Confidence Regularization (Utama et al., 2020) 

Debiasing Lossの例

• Tal Schuster et al. 2019. “Towards Debiasing Fact Verification Models.” 
EMNLP-2019, 3419–3425.

• Hinton, Geoffrey E. 2002. “Training Products of Experts by Minimizing 
Contrastive Divergence.” Neural Computation 14 (8): 1771–1800.

• Prasetya Ajie Utama et al. 2020. “Towards Debiasing NLU Models 
from Unknown Biases.” EMNLP-2020, 7597–7610.



さあどうぞ、
好きなカードをひいてください！
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Chain-of-thought

辺の部分に小さな傷が沢山つ
いています。

「説明」もショートカット学習を回避する
手段となる

このカードには、見た目の違
いがありますか？



ショートカットと
社会バイアスの違い
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ショートカット学習 2
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再現性を重視した
「データセット」サイエンス

✔タスクで定義された指標
につて、性能向上を目指
してパラメタ値を最適化

タスク
モデル

Leaderboards



再現性を重視した
「データセット」サイエンス
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✘タスクへの過剰適合

タスク
モデル

Leaderboards
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✘タスクへの過剰適合

タスク設計時に想定していなかった
ショートカットの存在によって
未知の問題に対応できない

✔敵対的サンプル，未
知の分布に対する頑健
性の向上

• データセットの編集
• 敵対的サンプル
• データ増強
• デバイアス用のロス
• 説明の生成

現実世界とタスクのずれ

タスク
モデル

現実の世界



社会への適応

18

「あるべき理想の世界」と
タスクとのずれ

タスク
モデル

現実の世界

理想（架空）の世界

✘AIのバイアス

gender
race
religion
...
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データをいくら集めても「真の」
答えは観察データに含まれない



ババ抜きの約束ごと 2
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さあどうぞ、
好きなカードをひいてください！

ズルする人とは、いっしょに
遊べません



社会への
アラインメント
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テキスト生成におけるリスク（バイアス）

Discrimination, toxicity, and exclusion
（特定のグループに対する差別、攻撃的な言明、マイナーな
言語の軽視）

Factual errors, misinformation, and disinformation
（事実誤認，誤った情報，偽情報）

Privacy violations
（プライバシー侵害）

（あるいは法律・倫理的に問題がある情報の出力，たとえば
反社会的な情報など）
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21Kumar, Sachin, Vidhisha Balachandran, Lucille Njoo, Antonios Anastasopoulos, and Yulia Tsvetkov. 2023. “Language Generation Models Can 
Cause Harm: So What Can We Do About It? An Actionable Survey.” In Proceedings of EACL-2023, 3299–3321.



価値観の調和（Value Alignment）

•アシロマ23原則（2017年）
 10) 価値観の調和（Value Alignment）：高度な自律的人
工知能システムは，その目的と振る舞いが確実に人間
の価値観と調和するよう設計されるべきである

• AIのアラインメント（Iason Gabriel, 2020)
AIシステムを社会実装する際にはAIシステムが何の―
あるいは誰の―価値観に沿うべきかが問題となる

その価値観を，計算可能な形でAIシステムにエンコー
ドしておく必要がある
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• Asilomar AI Principles: https://futureoflife.org/open-letter/ai-principles/．翻訳は日本語ページ https://futureoflife.org/open-letter/ai-

principles-japanese/ による

• Gabriel, Iason. 2020. “Artificial Intelligence, Values, and Alignment.” Minds and Machines 30 (3): 411–37.

https://futureoflife.org/open-letter/ai-principles/
https://futureoflife.org/open-letter/ai-principles-japanese/
https://futureoflife.org/open-letter/ai-principles-japanese/


大規模言語モデルの学習（GPT-4）

２段階の学習を行う

[Step 1] 大量のテキストを用いて「次にくる語の予測」    
タスク等によってモデルを訓練

[Step 2] 次にReinforcement Learning from Human Feedback 
(RLHF)と呼ばれる学習によって，人間にとって好ましい
出力が得られるよう微調整
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23OpenAI. 2023. “GPT-4 Technical Report.” arXiv [cs.CL]. arXiv. http://arxiv.org/abs/2303.08774. （Figure 1）

Step 2Step 1



Human Alignment

Reinforcement Learning from Human  
Feedback  (RLHF) algorithm

1. 人間が書いたレスポンスを教師として言語モデル
を訓練する

2. 人間の判定者がモデルの複数の出力を比較評価す
る．そのランキングに基づき「報酬モデル」を訓
練する．

3. 得られた報酬モデルを用いて，言語モデルに強化
学習を適用する．
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• Zhao, Wayne Xin, Kun Zhou, Junyi Li, Tianyi Tang, Xiaolei Wang, Yupeng Hou, Yingqian Min, et al. 2023. “A Survey of Large 
Language Models.” arXiv [cs.CL]. arXiv. http://arxiv.org/abs/2303.18223v10.

• Ouyang, Long, Jeff Wu, Xu Jiang, Diogo Almeida, Carroll L. Wainwright, Pamela Mishkin, Chong Zhang, et al. 2022. “Training 
Language Models to Follow Instructions with Human Feedback.” arXiv [cs.CL]. arXiv. http://arxiv.org/abs/2203.02155.

• OpenAI, “Our approach to alignment research,” OpenAI Blog, August 2022.

アノテーターを介してエンドツーエンドで効率
的に人間の価値観をモデルに埋め込んでいる

6B RM

http://arxiv.org/abs/2303.18223v10


ACL-2023の論文から（2023.7）
 Shangbin Feng, Chan Young Park, Yuhan Liu and Yulia Tsvetkov: “From Pretraining 

Data to Language Models to Downstream Tasks: Tracking the Trails of Political 
Biases Leading to Unfair NLP Models” ACL 2023 Best paper award.
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言語モデルによって政治スペク

トラムは異なる



ACL-2023の論文から（2023.7）
 Shangbin Feng, Chan Young Park, Yuhan Liu and Yulia Tsvetkov: “From Pretraining 

Data to Language Models to Downstream Tasks: Tracking the Trails of Political 
Biases Leading to Unfair NLP Models” ACL 2023 Best paper award.
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追加事前学習に用いるコーパス
の政治志向によって政治スペク

トラムは変化する



LLaMa２のTechnical Report（2023.7）から 2
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27Touvron, Hugo, Louis Martin, Kevin Stone, Peter Albert, Amjad Almahairi, Yasmine Babaei, Nikolay Bashlykov, et al. 2023. “Llama 2: Open 
Foundation and Fine-Tuned Chat Models.” arXiv [cs.CL]. arXiv. http://arxiv.org/abs/2307.09288.

LLaMa2-Chatのhuman 
alignment（RLHF）

• LLaMa2の教師ありファイン
チューニングから出発

• helpfulness と safetyの異なる
２つの報酬モデルを構築

• human alignmentの結果はか
なりよい

• 報酬モデルの学習には，約
3Mの出力ペアの比較結果を
使う（1.4Mは新たに作成）

• 報酬モデルには同じLLaMa2
を使う

RLHFの適用によってsafety報
酬モデルの性能が向上

比較ではChatGPTより高評価
（特にsafety）



まとめ
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リスクへの対応 2
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29Kumar, Sachin, Vidhisha Balachandran, Lucille Njoo, Antonios Anastasopoulos, and Yulia Tsvetkov. 2023. “Language Generation Models Can 
Cause Harm: So What Can We Do About It? An Actionable Survey.” In Proceedings of EACL-2023, 3299–3321.

大規模言語モデルの運用プロセスのどこでどのように
リスク（バイアス）に対処するか？

• 情報セキュリ
ティ的な観点
からの脅威の
検出（機械学
習、言語モデ
ル）

• 出力の制御（再ラ
ンク、デコーディ
ングの工夫）

• 出力結果の書換え

• 事前学習の工夫
（RLHFはここ）

• アノテーション
データを用いた
ファインチュー
ニング

• モデル編集

• 有害データの除
去、非有害デー
タの増強

• 各種クリーニン
グ

データ収集 モデル訓練
レスポンス
生成

生成テキスト
利用



言語モデルの進化系統図 2
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Zhao, Wayne Xin, Kun Zhou, Junyi Li, Tianyi Tang, Xiaolei Wang, Yupeng
Hou, Yingqian Min, et al. 2023. “A Survey of Large Language Models.” 
arXiv [cs.CL]. arXiv. http://arxiv.org/abs/2303.18223v10.

https://github.com/RUCAIBox/LLMSurvey

Yang, Jingfeng, Hongye Jin, Ruixiang Tang, Xiaotian Han, Qizhang Feng, Haoming Jiang, Bing Yin, and 
Xia Hu. 2023. “Harnessing the Power of LLMs in Practice: A Survey on ChatGPT and Beyond.” arXiv
[cs.CL]. arXiv. http://arxiv.org/abs/2304.13712.



今後に向けて

•選択と淘汰の仕組みを働かせる
わからないことが多い
言語モデルの多様性を確保

•データ環境を守る
生成したテキスト（アノテーション含む）で言語データを
汚染させない

• Human Alignmentの品質を保証する
よいアノテーター、よいアノテーションデザイン、十分な
量

 harmfulなコンテンツは危険物？
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